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ゲームソフトの評価レビューに対するマルチラベル分類
におけるSVMとBERTの比較

岸田 和明1,a) 伊藤 夕希也2 門脇 夏紀3

概要：本研究では，ゲームソフトの評価レビューを観点別に自動分類することを試みる。観点としては，
「戦闘システム」「物語」「サウンド・グラフィックス」を取り上げ，評価レビューの集合の中からそれぞれ

「肯定」「否定」しているものを自動検出することが最終的な目的である。この際，1つの評価レビューが複

数の観点に言及している可能性があり，したがって，これはマルチラベル分類の問題である。今回はその

ための方法として，SVMに基づく Binary relevance法と Binary cross entropy による BERTに焦点を当

てる。実際に，Amazon.comから収集した 600件の評価レビューを使って，それぞれの方法の性能を確認

する。SVMに関しては，自作辞書による特徴抽出の効果の検証も行う。

1. はじめに

新型コロナウイルス COVID-19の感染拡大により，多

くの業界が苦境に陥った一方で，ゲームソフト業界はその

売り上げを伸ばした。その一因は，外出しづらい状況での

「巣ごもり需要」にあるのかもしれない。いずれにせよ，専

用ゲームマシンあるいはパソコンに加えて，タブレットや

スマートフォンがそのための機器として加わり，数多くの

ゲームソフトが有料または無料で利用可能となっている。

そのような状況において新たに始めるゲームソフトを探

す際には，評価レビューが欠かせない。専門家や一般利用

者によるレビューが重要な探索手段として機能すること

は，小説や映画あるいはその他の商品でも同様である。例

えばレビュー中での「良い／悪い」「面白い／面白くない」

といった記述は，選択のための貴重な判断材料となる。実

際，ゲームソフトの場合，ウェブ上で閲覧できるレビュー

のサイトとして Amazon.com，価格.com，4Gamer.netな

どがあり，広く活用されていると推測される。

評価レビューの数もまた膨大なので，その閲覧の際には，

何らかのタグを使って関連レビューを絞り込めれば便利で

ある。実際，Amazon.comではゲームによっては「操作方

法」や「オンライン対戦」のようなタグを使って特定のト

ピックを限定できる。さらに進んで，意見分析（または極
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性分析）を応用して，「戦闘（バトル）の仕組みが良い」「物

語が素晴らしい」といった指摘が含まれているレビューを

自動的に検出するシステムがあれば便利かもしれない。

つまり，1件のレビューを単に「高評価」「低評価」に仕

分けるのではなく，「戦闘システム」「物語（ストーリー）」

「サウンド・グラフィックス」といった観点（viewpoint）別

での肯定と否定を割り当てる分類器を用意すれば，より一

層高度な絞り込み機能が提供可能となる。例えば物語を重

視する利用者は，この分類器によってそれを「肯定」と評

価しているレビューを特定し，その中からゲームソフトの

候補を選ぶことができる。また，特定ソフトの物語につい

ての評価が知りたい時には，まずはソフト名でレビューを

検索してから，その結果集合を分類器で「肯定」「否定」「物

語とは無関係」に三分割すれば，その閲覧が容易となる。

1件のレビューが複数の観点に対する肯定あるいは否定

に言及する可能性があるので，ここでの問題はマルチラベ

ル分類として定式化される。例えば，「戦闘システム」と

「物語」について「(1)戦闘：肯定」「(2)戦闘：否定」「(3)

物語：肯定」「(4)物語：否定」の 4つのカテゴリを設定す

れば，「戦闘は低評価，物語は高評価」のレビューのラベル

は [0, 1, 1, 0]となる。

これは，標準的な「テキストデータに対するマルチラベ

ル分類」である。本研究の目的は，この問題に対して既に

考案されているサポートベクタマシン（SVM）を使った仕

組みを，若干の工夫を加えた上で適用してみることにある。

さらには，BERTでもマルチラベル分類が可能であり [25]，

その結果を SVMによるものと比較する。以下，2節では

関連研究を概観し，3節にて本研究でのマルチラベル分類
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の仕組みと実験データを説明する。それに対する実験結果

は 4節で述べる。

2. 関連研究

本節では，まずゲームソフトの推薦に関連する研究を概

観し，次にマルチラベル分類の技法について確認する。

2.1 ゲームソフトの推薦システム

COVID-19の感染拡大以前からゲームの市場は年々拡大

しており，様々なゲームソフトが販売・提供されるととも

に，それに対する愛好者のニーズもまた多様化している。

多種多様なゲームソフトの中から自分の好みに合ったもの

を選ぶには，他の商品やサービスと同様に，情報推薦が有

力な手段である。実際に，インターネットで商品購入を可

能とするサイトには推薦システムが組み込まれ，ゲームソ

フトについても協調フィルタリングなどのアルゴリズムに

よる推薦がなされる。同時に，ゲームソフトに関するその

種の推薦を向上させるための研究も試みられている。

中谷ら (2008)[23]はゲームをプレイした経験から得られ

る経験的価値を感覚的知覚，創造的思考，身体性，社会性，

衝動的感情の 5つに分類した。その上で，レビューに含ま

れる経験的価値と利用者の経験に対する嗜好が記録されて

いるユーザープロファイルとの類似度を計算することに

よって推薦するゲームを決めている。

大山ら (2017)[26] は利用者の検索での要望と合致した

ゲームの情報を推薦するシステムの設計と実装を行った。

この研究では，利用者のゲーム体験で得られる経験的価値

を多く含んでいるレビュー文を訓練用コーパスとし，「言

葉の足し引き」による意味処理とゲームのベクトル化が試

みられている。この「言葉の足し引き」では，例えば「謎

解き要素を含んだアクションゲームをプレイしたい」とい

う要望が「謎解き+アクション」と表現される。具体的に

はこのためにWord2vecが応用されている。

2.2 テキストデータに対するマルチラベル分類

レビューやブログ記事などのテキストデータに対する自

動分類の研究・試みには枚挙のいとまがない。ここでは，

特にマルチラベル分類に焦点を当て，その方法を整理する。

なお，マルチラベル分類の技術は Zhang & Zhou(2014)[45]

により全般的にレビューされているが，このレビューの後，

ニューラルネットワークの応用が数多くなされているのが

現状である。

2.2.1 マルチラベル分類手法の類型

本稿ではラベルの集合を Y = {y1, . . . , yL}と表記する。
テキストに対するマルチラベル分類は，ある文書のテキス

トデータ xに対して Y の部分集合 Y（⊆ Y）を対応付け
ることに相当する。この問題に対する初期的な試みとし

ては，確率分布の混合モデルの適用 [21]や Boostingの応

用 [30] が挙げられる。既存の分類器をマルチラベル分類用

に修正する場合にはアルゴリズム適応法（Algorithm adap-

tation method）と呼ばれ，データを変形してシングルラベ

ル分類用の手法をそのまま利用する問題変形法（Problem

transformation method）と区別される [34]。この「問題変

形法」「アルゴリズム適応法」の区分はよく使われており

（例えば文献 [45]），場合によってはそこにアンサンブル法

（Ensemble method）を加えることがある [19]。

2.2.2 BR法とペアワイズ法

問題変形法の中で最も単純な方法が BR法（Binary rel-

evance method）であり，数多くの研究が試みられている

（Zhang et al., 2018[42]参照）ほか，実験にてベースライン

として使われることも多い。この場合には，L個のラベル

それぞれに対して 2値分類器を設定し，「1対残り（one-to-

the-rest）」で学習する。新規文書に対しては，それを L個

の分類器に投入し，「+1」が出力された分類器に対応した

ラベルを付与することになる。実際，k-NN，C4.5，ナイー

ブベイズ，SVMによる BR法が試されている [34]。一方，

「1対残り」ではなく「1対 1（one-to-one）」で学習する場

合はペアワイズ法（Pairwise method）である（例えば文

献 [15]など）。

2.2.3 BR法の改良：ラベル相関の考慮

BR法を改良する試みは数多く，Classifier chain（CC）

[37]はその代表例である。CCでは，yk についての分類器

への入力に，当該文書のテキストデータ xに加えてそれ

以前のラベル y1, . . . , yk−1 の分類結果を含める。これによ

り，ラベル間の相関を考慮したマルチラベル分類が可能

になる。単純な CCはラベルの順序に依存するため，さら

に 1つの CCを弱学習器としたアンサンブル学習（ECC:

Ensembles of classifier chains）も試みられている [37]。ま

た CCに対しては，条件付き確率やベイジアンネットワー

クによる修正もなされている（文献 [31]など）。

ラベル相関を組み込む方法には，この種の「chaining」

の他にスタッキング（stacking）がある。これは，標準的

に BR法を適用して L個の分類器を学習した後に，各文

書に対するそれらの分類器の予測結果を入力に付加した新

たな分類器を構成する方法である [11]。一方，Dependent

binary relevance（DBR）モデル [22]では，スタッキング

における第 1段階での分類器を構成せず，正解ラベル自体

を特徴として組み込む（新規文書には別の分類器を用意）。

また，ラベル相関を考慮するには，共起頻度などから計算

されるファイ係数などの指標を使って各ラベルと相関の高

いラベルのみを BR法に組み込むことが考えられ，実際に

いくつかの試みがある（文献 [41]など）。

2.2.4 ラベルのべき集合の要素を採用する方法

ラベルの集合 Y のべき集合 2Y の要素それぞれを 1つの

ラベルと見なせば，多クラスでのシングルラベル分類に帰

着する [3]。ここでの 2Y は LP（Label powerset）と呼ばれ
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る。ただしその際，LP中の要素数が膨大になるかもしれ

ず，そしてそのすべてが正解ラベルとして訓練データに含

まれるとは限らないという問題がある。

RAkEL (Random k-labelsets）[35]はこの問題を解決す

るための一種のアンサンブル学習で，Yを分割し，それぞれ
に対して LPを個別に構成する方法である。RAkELの改良

版として RAkEL++[29]や CP-RAkEL[39]も考案されて

いる。また，HOMER（Hierarchy of Multilabel classifers）

[36]も LPの要素数が多い場合の効率化の仕組みで，クラ

スタリングの手法で LPの要素自体を階層的に構造化する

ことにより分類器の数を減少させる工夫である。

2.2.5 アルゴリズム適応法の例

アルゴリズム適応法の場合には，問題変形法とは異なり

分類器自体にマルチラベル分類のための工夫が組み込ま

れる。例えば，Rank-SVM[7]は，本来は 2値分類である

SVM をマルチラベル分類用に拡張したものである。なお，

Rank-SVMでは新規文書に対して各ラベルの得点が出力さ

れるのみなので，別の方法で閾値を設定して最終的なラベ

ルを決めなければならない。SVMと同様に判別分析もま

たマルチラベル分類に応用されており，カーネル判別分析

を使った試み [33]などがある。

Boostingもまた早くからマルチラベル分類に応用され，

AdaBoost.MH と AdaBoost.MR がその代表である [30]。

この場合には 1つの語に対して 1個の弱学習器が設定され

るが，大規模な文書集合では計算量が多くなるため，効率

化のための工夫がいくつか考案されている [8][1]。

k-NNについては，マルチラベル分類用のML-kNN[44]

がよく知られている。k-NNは訓練データ中の実例（イン

スタンス）に基づく方法であるが，ロジスティック回帰に

よりこれをモデルによる学習とを組み合わせた IBLR-ML

(Instance-based logistic regression for multi-label classifi-

cation)[4] や BR法として k-NNを実行する際に計算上の

工夫を加えた BRkNN[32]もある。

決定木をマルチラベル分類に適応させた例として ML-

C4.5[5]がある。またML-C4.5を弱学習器としたランダム

フォレストが RFML-C4.5である [19]。一方，文書集合に

対する分割型クラスタリングにより得られた木構造である

PCT（Predictive clustering tree）[2] も利用されており，

PCT でのアンサンブル学習は RF-PCT[14] と呼ばれる。

なお，決定木では各ノードでの分岐におけるルールが推計

される点に特徴があるが，マルチラベル分類におけるこの

種のルールを自動構築する試みもなされている [20]。

2.2.6 ニューラルネットワークの応用

ニューラルネットワークをマルチラベル分類に応用し

た初期的な例として，FNNに基づく Backpropagation for

multilabel learning（BP-MLL）[43]がある。BP-MLLに

対しては，ラベル付与のための閾値推計の組み込み [12]，

ReLUや Cross entropy（損失関数）の利用 [24]などの改

良が試みられている。

その後，Word2vecなどの語の埋め込み，CNNや RNN

等の技術がマルチラベル分類に応用された。例えば，XML-

CNN[18]は，CNNに対してマルチラベル分類用の調整を

加えたものである。なお，ラベルの数が膨大な場合のマ

ルチラベル分類を Extreme multi-label text classification

(XMTC)と称することがあり，ここでの「XML」は「Ex-

treme multi-label」の略である。XML-CNNでは損失関数

としては BCE（Binary cross-entropy）が採用され, 語の埋

め込みには GloVeが使われている。また，双方向 RNN[6]

の応用や，複数のニューラルネットワークによるアンサン

ブル学習 [16][13]も試みられている。

Transformer系の BERTをマルチラベル分類に応用した

モデルとして BERTMeSH[40]がある。MeSHの自動付与

についての研究の歴史は長く，さらに BioASQチャレンジ

（http://bioasq.org/）の中でMeSHの自動付与が取り上げ

られた時期があり，そこでも様々な技術が試された。比較

的最近のものとしては，MeSHLabeler，DeepMeSH，MeSH

Now，AttentionMeSH，MeSHProbeNet，FullMeSHがあ

る（各出典は文献 [40]を参照）。この中で AttentionMeSH

とMeSHProbeNetが RNN，FullMeSHが CNNに基づい

ている。なお，CNNをMeSHの自動付与に試みた例は他

にもある（文献 [10]など）。BERTMeSHは，これらの技術

の一部を活用しつつ，医学論文に対して BERTを適用する

仕組みであり，損失関数としては BCEが使われ，最終的

なMeSHの決定は閾値に基づいてなされている。

なお，日本語テキストに対するニューラルネットワーク

によるマルチラベル分類の試みとしては，藤井ら (2020)[9]

などがある。

2.2.7 最適な閾値を推定する方法

Rank-SVMなどでは，新規文書に対して各ラベルの得点

（あるいは重み）が算出されるのみなので，当該文書の複数

ラベルを確定するには，閾値の設定が必要となる。そのた

めのアルゴリズムとしては，分類結果の評価指標である F

値を目的関数として反復的に最適解を探索するものが知ら

れている（詳細は文献 [28]を参照）。すなわち，全体的な

F値が最大になるように，ラベルごとに閾値を変えるわけ

であり，例えば BERTMeSHでは，Pillai et al.(2013)[27]

によるアルゴリズムが利用されている。ここでは，F値の

マイクロ平均を利用した Pillai et al.(2013)[27]によるアル

ゴリズムのみ，以下簡単に説明する。

このアルゴリズムではまず，ラベルごとに，訓練データ

中の文書の得点を昇順に並べる。そして，それらの間隔の

それぞれの中間の値を閾値の候補としてまずは設定する。

その中間値の中からラベルごとに 1つの閾値を選ぶことに

なるが，具体的にはそれらの組み合わせのうち全体での F

値のマイクロ平均を最大化するものを探して，最終的な閾

値とする。その探索を「虱潰し」に実行するのではなく，
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効率的に求める手順が文献 [27]では示されている。

3. データの作成とマルチラベル分類の方法

3.1 評価レビューについてのデータ集合の作成

今回の目的は，ゲームについての新規レビューが与えら

れた際に，例えば「戦闘システムは良く，物語は悪いと評

価している」のように観点別に自動判定するシステムを構

築することにある。観点はとりあえず「戦闘システム（以

下「戦闘」）」「物語」「サウンド・グラフィックス（以下「サ

ウンド」）の 3つとし，発表者の 1人がそれらに関する日

本語での評価レビューを Amazon.comから探して手作業

で抽出した。作業の過程において，1つの観点のみに言及

している評価レビューに絞り，その「肯定（良い）」「否定

（悪い）」を割り付けるのが，正解ラベル付与の効率と正確

性の点で望ましいことがわかった。そこで結果的に次の 3

つのデータセットを作成した。

A: 「戦闘」肯定 100件，否定 100件

B: 「物語」肯定 100件，否定 100件

C: 「サウンド」肯定 100件，否定 100件

これらの合計 600件のレビューにはそれぞれ 1つのみ正解

ラベルが付与されているわけである（シングルラベル）。標

本としてはかなり小さいが，今回はこれで実験を試みた。

以下の手順により，この 600件のレコードを「訓練用」

「評価用」に分けた上で分類器の学習と評価を行う。

( 1 ) データ集合 A，B，Cの「肯定」「否定」からそれぞれ

90件を無作為抽出して訓練データとする。

( 2 ) マルチラベルの評価レコード 60件を，残りのレコー

ドから「人工的に」生成する。

( 3 ) 上記 (1)の 270件で分類器を学習し，(2)の 60件のマ

ルチラベルを予測して評価指標を算出する。

そしてこの (1)～(3)の手順を 10回反復したのち，最終的

に評価指標のそれぞれの値の平均を求めることとした。

上記の (2)におけるマルチラベルデータの「人工的」作

成方法は以下のとおりである。

a) 評価用の 1件のレコードに対してそれぞれ「観点」を

無作為抽出する。

b-1)もし自分自身の観点が抽出された場合，そのままシン

グルラベルのレコードとする。

b-2)もし自分自身の観点とは異なる観点が抽出された場

合，その観点に該当する評価レコード 20件から 1レ

コードを無作為抽出する。そして，そのレビューテキ

ストおよび正解ラベルを単純に併合してマルチラベル

のレコードとする。

例えば，評価レコード「“戦闘が煩雑である。”：戦闘-否

定」に対して別の評価レコード「“物語が泣ける。”：物語-

肯定」が選ばれた場合，「“戦闘が煩雑である。物語が泣け

る。”：戦闘-否定，物語-肯定」というマルチラベルの人工

的レコードが生成される。

3.2 マルチラベルでの分類器

上で見たように，マルチラベル分類のための技法は数多

いが，今回は SVMによるBR法とBERTとを取り上げる。

3.2.1 複数の SVMによるマルチラベル分類

この実験でのラベル集合 Y は，「戦闘-肯定」「戦闘-否定」

「物語-肯定」「物語-否定」「サウンド-肯定」「サウンド-否

定」の 6つの要素から構成される。これらに対してそのま

ま 6個（1対他）あるいは 15個（1対 1）の分類器を作成す

るのは効率的でない。そこで，データ集合 A，B，Cそれ

ぞれに 1つの SVMを割り当て，「肯定」「否定」「無関係」

の多クラスで学習することとした（つまり分類器は観点別

に 3個）。この際，「無関係」に対応する訓練データが必要

であり，このため当該観点以外の 2つの観点の訓練データ

から 90件のレコードを無作為抽出した。したがって，各

分類器の訓練データ中のレコード件数はそれぞれ 270とな

る。もちろんこの作業は，上記 (1)～(3)の手順を 10回反

復する過程で，それぞれ別個に実行した。

評価データ中のレビューに対しては 3 つの分類器の結

果を統合してそのまま単純にマルチラベルとした。例えば

「戦闘」が肯定，「物語」が無関係，「サウンド」が肯定なら

ば，ラベルは [1, 0, 0, 0, 1, 0]となる。つまり，「無関係」の

場合には，「肯定」「否定」の両者を「0」とした。

SVMに投入する語をレビューから抽出する方法として

は，(i)形態素解析での語分割の結果から「名詞」「形容詞」

を選択，(ii)辞書を自作しその登録語を選択，の 2つを試

した。後者についてはさらに表記のゆれを統一した。例え

ば語として「カクカク」「かくかく」「ガクガク」「カクつ

く」「かくつく」を登録し，いずれも「カクカク」に統一し

て SVMに投入した。登録語としては，今回の 3つの観点

に関連すると予想された 630語を設定した。

3.2.2 BERTによるマルチラベル分類

BERT によるマルチラベル分類については，まずは

BERT の教科書 [25] で説明されている方法をそのまま

使った。すなわち，BERTの出力層での [PAD]以外の値

の平均に対する線型結合で得点を計算し，損失は BCE

（torch.nn.BCEWithLogitsLoss）で求めた。マルチラベル

の確定は「予測確率が 0.5を超える場合に 1」と判定する

ことになる（そうでなければ 0）。それに加えて今回は，F

値のマイクロ平均でラベルごとに最適な閾値を求める方法

（Pillai et al., 2013[27]）も実行してみた。すなわち，教科

書 [25]によるファインチューニング後，ラベルごとに事後

的に閾値を調整した。

なお今回の実験では，訓練データにはマルチラベルは含

まれず，シングルラベルのみでの学習である。そしてその

チューニング結果をマルチラベル分類の状況で用いたこと

になる。また，実験用データの規模が小さいことから検証

データは設定せず，エポック数は 5に固定した。以上の点

はやや変則的であり，実験結果の解釈には注意を要する。
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4. 実験とその結果

4.1 実験環境

SVMについては sklearn.svm.SVCで線型カーネルを設

定した。その際のトークナイザとしては Janome を用い

た。BERTについては，Hugging Faceのライブラリを使

用し，東北大学による訓練済日本語 BERTモデル*1 で実

装を行った（そのトークナイザを各レビューにそのまま適

用）。その他の処理（自作辞書での SVM用の特徴抽出や閾

値の最適化 [27] など）については Pythonでソースコード

を自作した。

4.2 実験結果と考察

上で述べたように，SVMの学習では，観点ごとの 180

件のレコードに，それぞれ「無関係」なレコードを単純無

作為抽出で 90件追加することを 10回繰り返した。そのた

め，それぞれの 270件のデータは異なっており，それらに

対して Janomeおよび自作辞書により抽出される語の集合

も当然，変化する。その平均文書長についての 10回の反

復での平均値を表 1に示す。

表 1 実験用データの平均文書長

語分割 「戦闘」 「物語」 「サウンド」 全体

Janome 28.48 20.91 18.39 22.60

自作辞書 13.34 9.65 9.24 10.74

念のため，これらの 270件の集合それぞれに対して，SVM

の 10交差検証（多クラス・シングルラベル）を実行してみ

たところ，その正解率の平均（10回の反復での平均）は，3

観点での平均としては Janomeで 0.712，自作辞書で 0.743

となった。次にマルチラベル分類の結果を表 2に示す。こ

こでの精度や再現率は，マルチラベル分類の実験にて標準

的に用いられる定義 [45]に従って算出している。精度につ

いては自作辞書による SVM，再現率については閾値を最

適化した BERTが最も高かった。F値については自作辞書

による SVMが上回るため，今回の実験では，自作辞書に

より特徴抽出した SVMによる BR法の性能が最も高いと

いう結果が得られたことになる。

表 2 マルチラベル分類の評価結果

指標 SVM:Janome SVM:辞書 BERT BERT+閾値

精度 0.593 0.628 0.274 0.333

再現率 0.552 0.581 0.222 0.868

F 値 0.571 0.603 0.235 0.481

今回の実験では検証データを省略するなど，BERTの実

行が粗削りである。また，訓練データのサイズは大きくな
*1 https://www.nlp.ecei.tohoku.ac.jp/news-release/3284/

く，BERTはこの点で十分なチューニングができなかった

のかもしれない。加えて，自作辞書は実験用データを参照

しつつ作成したため，こちらはこの点でも有利である。実

際，Janomeでの語の抽出と比較して，自作辞書での方法

がより高い性能を示した。

5. おわりに

本研究では，「戦闘システム」「物語」「サウンド・グラ

フィックス」の 3つの観点に関してゲームの評価レビュー

の「肯定」「否定」を判定するためのマルチラベル分類の方

法を検討した。小さな標本を使った実験では，自作辞書に

基づく SVMでの BR法が最も高い性能を示した。マルチ

ラベル分類での BERTの実行手順（閾値の最適化を含む）

は今回の実験では不十分で，これについてはさらに探究す

る必要がある。
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